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Strichprobenerzeugung aus einer Verteilung (das Samplen). Markov-
Ketten-Monte-Carlo-Verfahren. Metropolis-Hastings-Algorithmus.
Gibbs-Sampler.

PROBLEM: “STRICHPROBENERZEUGUNG AUS EINER VERTEILUNG'”
Gegeben ist eine Verteilung 77 € M;(S)? auf einem Zustandsraum S.
Wie erzeugt man die (pseudo)Zuffalsvariablen, die die Verteilung 7
haben?

WOFUR? Simulation eines w-theoretischen Modells, das durch die
Verteilung 7 beschrieben ist. Diese konnen sehr kompliziert sein:
sehr grofie hoch-dimensionale Zustandsraume S mit einer multivaria-
ten Verteilung 7t darauf. Dafiir braucht man effiziente Algorithmen.

IDEE (MARKOV-KETTEN-MONTE-CARLO-VERFAHREN (=MCMC)).
Gegeben ist eine Zielverteilung m € M;(S), die wir simulieren méch-
ten. Konstruiere eine “gute” Markov-Kette, die die Verteilung 7 als
Gleichgewicht hat und “schnell” dagegen konvergiert.

ERSTE SK1ZZE DES ALGORITHMUS. Sei ¢ > 0 der gegebene Annihe-
rungsfehler.

1. Sei py € Mj(S) eine Anfangsverteilung. (Diese kann man oft frei
waéhlen.)

2. Sei Q eine Ubergangsmatrix. (Diese miissen wir noch genau spezi-
fizieren.) Simuliere n € IN Schritten der Markov-Kette

7Q ~ Q% ~ ...~ Q" (2)
so dass
dry(mQ", ) <e 3)

IN WORTEN bedeutet (3), dass nach n Schritten die Abweichung (in
Sinne der totalen Variation) der Verteilung der Q-Markov-Kette von
der Zielverteilung 7t kleiner als ¢ ist. Damit kénnen wir oQ" als eine
Approximation fiir 7t benutzen

HoQ" ~ 7. (4)

INTERESSANTERWEISE stellt sich heraus, dass es in vielen Fillen
leichter ist so eine Markov-Kette (2) zu simulieren, als direkt die Ver-
teilung 7t. Das ist so, weil man die Zielverteilung 7t oft nicht explizit
kennt.

' Das nennt man auch das “Samplen

aus einer Verteilung”

2 Notation: M (S) ist die Menge aller

WahrscheinlichkeitsmafSen auf S, d.h.
Mq(S)={me RS: Z =1} (1)

SES
Das M steht in (1) fiir das Maf8 und
die 1 steht fiir die Bedingung, dass

“das Gesamtmafs von S” = “die totale
Wahrscheinlichkeit” = 1 ist.
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VERTEILUNGEN MODULO NORMIERUNG. Viele Verteilungen y €
M (S) sind von der folgenden Bauart3

p(x) ===, x€8§ (5)

wobei f: S — R ist eine “schone” Funktion und C eine aufwen-
dig auszurechnende Konstante ist. Konstante C ist oft unbekannt.
Notwendigerweise gilt

C=1Y f), (6)
yEeSs
sonst ist ¢ M(S). (Warum?) Sogar fiir sehr schone Funktionen f
kann die Summe (6) schwer auszurechnen sein4.

BersriEL (FEHLERKORREKTUR). Betrachten wir das Problem der
Fehlerkorrektur bei der Dateniibertragung: IhrE FreundIn schickt
Ihnen eine Nachricht

x € S = {“Hallo”, “Tschiiss”, “Wie war Dein Tag so?”,...}. (7)

Das, was Sie erhalten, ist leider eine etwas verzerrte/verrauschte
Version davon: z € S. Aus Erfahrung wissen Sie, dass

(a) die Nachrichten aus der Verteilung p € M;(S) kommen. (Sie
wissen, welche Satze typisch fiir IhreN FreundIn sind und welche
weniger typisch.)

(b) Aufierdem haben Sie etwas Erfahrung mit dem Datentibetra-
gungskanal und dem Rauschen. (Sie haben frither mehrmals nach-
gefragt, was Ihr Gegeniiber gemeint hatte, weil Sie sie/ihn aku-
stisch nicht verstanden haben). Damit haben sie eine Idee tiber
die Verteilung p(- | x) € M;(S). In Worten ist diese die bedingte
Verteilung der empfangenen Nachricht gegeben die gesendete Nachricht
x.

Anhand von den Daten (a) und (b) konnen Sie jetzt versuchen die
urspriinglich gesendete Nachricht wiederherzustellen.> Und zwar
stochastisch: Man kann die Wahrscheinlichkeit, dass die Nachricht
x gesendet wurde gegeben die empfangene Nachricht z ausrechnen!
Die Bayes-Regel liefert naimlich Folgendes

p(z | x)p(x)
Yyesp(z [ y)p(y)’

p(x|z)= x,z €S. (8)

Somit hat die Bedingte Verteilung (8) die Bauart (5). Die Normie-
rungskonstante C = )} s p(z | y)p(y) kann sehr schwierig aus-
zurechnen sein (sowohl analytisch in geschlossener Form, als auch
numerisch, wenn der Zustandsraum S grofs ist.).

3 Fiir stetige Verteilungen gilt dies
auch. Zb. die Gaufy’sche Verteilung:
d’:j—(xx) = Lexp(—x2/2). Dann ist

C = [gexp(—x2/2)dx. Wie kann man
dieses Integral ausrechnen?

4Die Dichte der Gauf3’schen Ver-
teilung hat auch die Bauart (5):

p(x) = &exp{—x%/2}. Wie kann
man die Normierungskonstante

C = [ exp(—x%/2)dx ausrech-

nen (ohne dass man aus der Definition
der Gaufs’schen Verteilung weif3t, dass

C=2nr)

5> Unser Gehirn macht einen recht guten
Job dabei.
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Allgemeine Formulierung des MCMC-Verfahrens

VORSCHLAGSMATRIX. Sei Q € RS*® eine irreduzieble und symmetri-
sche Ubergangsmatrix.

BEMERKUNG. Die Markov-Kette mit der Ubergangsmatrix Q soll

so einfach wie moglich zu Simulieren sein.® Die Vorschlagsmatrix ¢ Z.b. die Ubergangsmatrix einer Irr-
hat normalerweise nichts mit der Zielverteilung 7r zu tun! Insb. ist fahrt auf 5, falls 5 ein Graph ist.
7t keine Gleichgewichtsverteilung der Markov-Kette Q! Deswegen

miissen wir die Ubergangsmatrix Q etwas korrigieren, so dass 7 zur

Gleichgewichtsverteilung wird.

AKZEPTANZWAHRSCHEINLICHKEITEN. Fiir s;,s; € S wihlen wir die
Akzeptanzwahrscheinlichkeiten w;; € (0;1] und definieren eine neue
Matrix Q € R5*S durch

o wy
gij = 4 7 ©
T—=Yizi4ij =]

Lemma o.1. Sei Q irreduziebel und symmetrisch und es gelte

Hitij = pjee i/ (10)

Dann ist Q irreduziebel und reversibel bzgl. u. Wenn Q zusiitzlich aperi- 7 Vergleiche Bedingung (10) mit der
odisch, ist dann es auch Q. Reversibilititsbedingung.

BEMERKUNG. Lemma o.1 liefert eine theoretische Begriindung der
Approximation (3). (Warum?)

BEMERKUNG. Die Akzeptanzwahrscheinlichkeiten hdngen von der
Zielverteilung ab.

Beweis von Lemma 0.1. O
Jetzt betrachten wir zwei konkrete Ansétze fiir die Akzeptanz-

wahrscheinlichkeiten.

Metropolis-Hastings Algorithmus

Durch die Wahl

D‘i,j = min {1, ]/l]} (11)

1

erhalten wir den Metropolis-Hastings Algorithmus.
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Im sPEZIELLEN FALL wurde dieses Verfahren von Nicholas Metro-
polis gemeinsam mit den zwei verheirateten Paaren mit den Famili-
ennamen Rosenbluth und Teller erfunden 8. Angeblich hat Nicolas
Metropolis diesen Algorithmus im Rahmen des Manhattan Projects
entwickelt. Doe allgemeinere Version (11) ist von W.K. Hastings®
entwickelt worden.

BEMERKUNG. In (11) ist die Akzeptanzwahrscheinlichkeit immer = 1,
falls p; > p;. Wir akzeptieren also immer die Vorschldge i ~ j, die in
die wahrscheinlichere Zustinde fiihren. Trotzdem hat man eine Chance
auch in die weniger wahrscheinlicheren Zustande tiberzugehen. Dies
geschieht, falls p; < p; mit der Wahrscheinlichkeit i;/ ;. Deswegen
verbringt die Markov-Kette mehr Zeit in den wahrscheinlicheren
(bzgl. 1) Zustanden und weniger Zeit in den unwahrscheinlicheren
Zustanden. Dies ist eine intuitive (aber nicht rigorose) Begriindung,
warum man die gewtiinschte Approximation (3) erwarten kann.

Gibbs-Sampler (= Wiirmebad-Algorithmus)
Durch die Wahl

u = M (12)

AT

erhalten wir den sogenannten Gibbs-Sampler Algorithmus™®.

BEMERKUNG. In beiden Fillen (11) und (12) brauchen wir lediglich
nur den Quotienten % ausrechnen zu konnen. Deswegen brauchen
wir die Normierungsl;onstante C in (6) nicht zu wissen, da sie sich in
den Quotienten kiirzt!

BEMERKUNG. MCMC ist ein sehr verbreitetes Werkzeug'/'?/*3 der
numerischen Simulation und findet zahlreiche Anwendungen in der
Chemie, Physik, Biologie, Informatik, usw.
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Abbildung 1: Annahme der Vorschla-
gen im Markov-Ketten-Monte-Carlo-
Verfahren: nach unten mit P < 1, nach
oben mit IP = 1. Symbol e représentiert
den Zustand der Markov-Kette. Die
Flache unter der Verteilung y ist in rot
dargestellt.

* Genannt nach einem US Amerikani-
schen Physiker

Abbildung 2: Josiah Willard Gibbs
(1839-1903)
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